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摘  要：计算模拟驱动的生物元件、代谢网络乃至细胞系统的机理解析、定向改造和按需设计，

可为解决不同层次的生物学问题提供新的技术方案，已成为生物制造的核心研究内容。在蛋白元件

的计算模拟方面，基于物理原理的传统方法利用计算机软件和数学模型来模拟生物体系中蛋白行使

功能的物理和化学过程，是理解复杂生物体系和指导实验设计的有力工具。随着生物系统模拟尺度

的不断扩大，传统计算模拟技术面临计算精度和计算速度难以平衡的困境。近年来，生物数据量呈

现爆炸式增长，使得构建高性能人工智能(artificial intelligence, AI)模型成为可能，为蛋白计算模拟

带来了新思路和新契机，AI 和物理原理融合驱动的蛋白计算模拟技术应运而生。本文对基于物理

原理的传统蛋白计算模拟方法及其应用进行了详细介绍，并对融合 AI 和物理原理的最新计算模拟

技术进行了梳理和讨论，进而提出在 AI 模型中结合严谨的化学知识和既定的物理原理，可有效提

升数据处理和模式识别能力，从而提高计算效率和预测的准确性，使其具有更强的解释能力、通用

性和稳健性。目前，AI 与物理原理融合驱动的计算模拟技术已在生物催化领域展现出巨大的潜力和

价值。本文聚焦于主流和先进的蛋白计算模拟技术，通过对这些技术的系统性回顾和前瞻性分析，

·AI 驱动底层技术· 
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梳理了蛋白质计算模拟技术的发展脉络，以推动其在酶催化机制解析、蛋白从头设计与理性改造等

领域的应用，助力生物制造的发展。 
关键词：人工智能；计算模拟；计算生物学；分子对接；分子动力学模拟；量子化学计算 

Artificial intelligence-enhanced physics-based computational modeling 
technologies for proteins 
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Abstract: Computational modeling is an invaluable tool for mechanism analysis, directed 
engineering, and rational design of biological parts, metabolic networks, and even cellular 
systems. It can provide new technological solutions to address biological challenges at different 
levels and has become a central focus of research in biomanufacturing. In the computational 
modeling of proteins, which are the key parts in biological systems, the traditional physics-based 
methods (computer software and mathematical model) have been widely used to study the 
physical and chemical processes in the functioning of proteins, and have thus been recognized as 
a powerful tool for understanding complex biological systems and guiding experimental designs. 
As the scale of computational modeling continues to expand, traditional modeling techniques face 
difficulties in balancing computational accuracy and speed. In recent years, the explosive growth 
of biological data has made it possible to construct high-performance artificial intelligence (AI) 
models, which brings new opportunities to the computational modeling of proteins, and the 
AI-enhanced physics-based computational modeling technologies have emerged. This combined 
strategy not only incorporates the chemical knowledge and established physical principles but 
also is powerful in data processing and pattern recognition, which greatly improves the 
computational efficiency and prediction accuracy, as well as possesses stronger interpretation 
ability, transferability, and robustness. The AI-enhanced physics-based computational modeling 
technologies have already shown great potential and value in biocatalysis, paving a new way for 
the future development of biomanufacturing.  
Keywords: artificial intelligence; computational modeling; computational biology; molecular 
docking; molecular dynamics simulation; quantum chemistry calculation 

 
传统的计算模拟技术多基于物理原理和经

验规则，利用计算机软件和数学模型来模拟生

物体系中的物理、化学或生物学过程。其中，

分子对接、分子动力学模拟、量子化学团簇、

量子力学 /分子力学组合等方法被广泛应用于

酶催化机制解析、蛋白结构动态行为分析、蛋

白热稳定性评估、天然和人工蛋白设计与优化

等研究。这些方法所使用的模拟工具通常包含

大量用 C/C++或 FORTRAN编写的专业代码库，

以及用于图形处理器(graphics processing unit, 
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GPU)加速的自定义计算统一设备架构(compute 
unified device architecture, CUDA)内核，并且几

乎所有软件包都包含大量重复代码和硬编码，

这些限制使得这些技术难以跟上不断发展的科

学计算技术的步伐[1]。同时，不同的计算模拟

方法具有不同的优缺点，例如量子化学的计算

模拟结果精确，但是计算成本高，难以应用于

生物大分子的计算；分子动力学模拟一定程度

上平衡了模拟精度和速度，但却面临采样不够

的问题；分子对接具有很高的计算效率，但缺

乏对受体构象柔性变化的充分考虑[2]。 
近年来，人工智能(artificial intelligence, AI)

因其强大的海量数据处理能力和学习能力而备

受关注，在解决蛋白质折叠、蛋白质从头设计、

新酶设计等科学难题方面取得了巨大成功[3-6]。

同时，现代人工智能平台(如 TensorFlow[7]、

PyTorch[8]和 MindSpore[9]等 )的设计主要以开

发、训练和部署深度神经网络模型的效率和便

利性为导向，降低了技术门槛和复杂性，而将

传统计算模拟技术整合到人工智能平台，可实

现程序间的直接通信(如 MindSPONGE[1])，进

一步提高生产力和创新速度，使得更多的研究

者和开发者能够快速地实现和应用先进的人工

智能技术。分子对接、分子动力学模拟、量子化

学等计算模拟技术中复杂且耗时的计算特别适

合融合人工智能技术，并且已经受到现有人工智

能方法的深刻影响(图 1)。人工智能在计算效率

和准确性提升、计算模拟结果分析、构象采样增

强和集合变量识别等多方面对传统蛋白计算模

拟技术进行了改进。然而，数据驱动的人工智能

模型容易出现过拟合，面临着在未训练的数据上

无法泛化使用等问题，而基于物理原理的人工智

能则可帮助人工智能模型在训练时始终遵循物

理规律，从而可以更快、更好地学习和泛化。 
为了深入理解 AI 与物理原理融合驱动的

蛋白计算模拟技术，本文首先介绍了基于物理

原理的传统蛋白计算模拟方法，在此基础上，

对融合 AI 和物理原理的先进方法展开讨论。目 
 

 
图 1  人工智能与物理原理融合驱动的蛋白计算模拟技术概图 
Figure 1  Artificial intelligence-enhanced physics-based computational modeling technologies for proteins. 
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前，常用的传统蛋白计算模拟技术主要包括分子

对接、分子动力学模拟、量子化学计算、量子力

学/分子力学组合法，而 AI 对这 4 种计算模拟技

术的驱动进程及依赖的数据类型显著不同，因此

本文以此为分类标准对方法进行介绍，并列举代

表性案例。最后，对 AI 与物理原理融合驱动的

蛋白计算模拟新技术进行了总结和展望。 

1  基于物理原理的传统蛋白计

算模拟方法 
传统蛋白计算模拟方法，多基于物理原理，

可用于模拟蛋白体系不同尺度的分子行为。如，

分子对接可以评估受体和配体的相互作用模

式，分子动力学模拟可以探究生物大分子的动

态运动行为，量子力学方法则可以在电子结构

尺度上研究化学反应的热力学或动力学性质。

这些方法已被广泛应用于蛋白质工程、药物发

现与筛选和蛋白质从头设计等研究，部分模拟

工具及研究案例参见表 1。 

1.1  分子对接 
分子对接(molecular docking)是模拟 2 种或

2 种以上分子间相互识别和结合，并确认最优

结合模式的过程，起源于 1984 年 Fischer 提出

的“锁钥模型”和 1958 年 Koshland 提出的“诱导

契合”学说。分子对接技术主要依赖于评分函数

和构象采样，其中评分函数大致分为 4 类：基

于 物 理 的 (physics-based) 、 基 于 经 验 的

(empirical)、基于知识的(knowledge-based)和基

于描述符的(descriptor-based)；构象采样策略大

致分为 3 类：系统搜索(systematic search)、启

发 式 搜 索 (heuristic search) 和 确 定 性 搜 索 
(deterministic search)。在生物体系研究领域备

受关注的虚拟筛选(virtual screening)就是建立

在分子对接基础上的高通量方法，其既可基于

配体筛选，又可基于受体筛选，因此在蛋白-配

体相互作用相关研究中被广泛应用，例如酶底

物相互作用识别[20]、酶突变体设计[21]、蛋白核

酸相互作用识别[22-23]、药物设计[24]及信号传导

途径的研究[25]等。 

1.2  分子动力学模拟 
分子动力学(molecular dynamics, MD)模拟

通过迭代牛顿运动方程来模拟分子体系的构象

在分子力场下随时间的运动变化，可用于研究

蛋白质或其他大分子在原子水平的动态行为。

通过对蛋白质体系的模拟可以捕获蛋白质的构

象变化、蛋白-配体相互作用、蛋白异构调节和

蛋白质折叠等各种重要生物分子的动态行为，

并以飞秒时间分辨率揭示体系中所有原子的运

动轨迹[63]。经过足够模拟时长的分子动力学模

拟，获得具有统计学意义的采样量，模拟产生

的构象集合可用于蛋白体系各种性质的研究，

例如机理分析、结构和能量等物理化学特性的

统计计算以及蛋白质在原子水平上如何响应配

体结合与离去、突变、磷酸化、质子化等扰动，

有助于设计或定向干扰生物大分子行使功能的

过程[63]。通过与 X 射线衍射(X-ray diffraction, 
XRD) 技 术 、 冷 冻 电 镜 (cryogenic electron 
microscopy, Cryo-EM)技术、核磁共振(nuclear 
magnetic resonance, NMR)技术等实验手段相结

合，分子动力学模拟已被广泛应用于蛋白结构

动态热稳定性[32]、天然和人工蛋白质的设计与

优化[33-34]、基于结构的药物分子设计[35]、酶的

底物特异性[36]、蛋白别构效应[37]、酶-底物复合

物的近进攻构象分析[38]等研究。 

1.3  量子化学计算方法 
量子化学(quantum chemistry, QC)是一门

基于量子力学(quantum mechanics, QM)基本原

理和方法来研究化学问题的科学，其理论方法

主要有分子轨道理论(molecular orbital theory)、
价键理论(valence bond theory)和密度泛函理论 
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表 1  传统计算蛋白模拟技术部分工具汇总及其应用举例 a 
Table 1  Lists of selected physics-based computational tools and applicationsa 
Tools Applications Cases 
Molecular docking 
Glide[10-11] 
GOLD[12] 
AutoDock 4.2[13] 
AutoDock Vina[14-15] 
HDOCK[16] 

RosettaDock 4.0[17] 
ZDOCK[18]  
MOLS 2.0[19]  

Protein-ligand interactions 
Protein-protein interactions 
Protein-DNA interactions 
Protein-RNA interactions 
Protein-metalloligand interactions 

Ligand binding in cytochrome P450eryF[20]; Substrate 
specificity of cytochrome P450cam and its L244A 
mutant[21]; RNA recognition of tRNA pseudouridine 
synthase TruB[22]; Dimerization of the damaged DNA 
induced UV-damaged DNA-binding protein[23]; Discovery 
of lysine-targeted eIF4E inhibitors[24]; Metal inhibitors of 
activated Ras protein[25] 

Molecular dynamics simulations 
AMBER[26] 
CP2K[27] 
GROMACS[28] 
NAMD[29] 
LAMMPS[30] 
CHARMM[31]  

Ligand binding  
Protein folding  
Structure-based drug design  
Membrane transportation 
Allostery in proteins 
Near-attack conformation analysis 

Thermostability prediction of cellobiose 2-epimerases[32]; 
Interaction networks in protein folding[33]; Rational design 
of peptidic modulators of protein-protein interactions[34]; 
Structure-based de novo design of picomolar ABL kinase 
inhibitors[35]; Design of enzymatic C–H hydroxylation[36]; 
Dynamic allostery-based molecular workings of kinase[37]; 
Analysis of ground and transition states for the SN2 
displacement in haloalkane dehalogenase[38]; Mg2+-sensing 
mechanism of Mg2+ transporter MgtE[39] 

Quantum chemical calculations 
Gaussian 16[40] 
Turbomole[41] 
ORCA[42] 
Q-Chem[43] 

NWChem[44] 
Molpro[45] 
 

Substrate binding mode  
Reaction mechanisms  
Enantioselectivity  
Regioselectivity 
Enzyme design 

Substrate binding mode in phenolic acid decarboxylase[46]; 
Mechanism of nickel-containing carbon monoxide 
dehydrogenase[47]; Mechanism and enantioselectivity of 
norcoclaurine synthase[48]; Regioselectivity at each 
evolutionary stage of an improved mutant[49]; Design of 
(R)-enantiospecific norcoclaurine synthase[50]; Mechanism 
and stereospecificity of dihydropyrimidinase[51] 

QM/MM calculationsb 
Chemshell[52] 
ASE[53] 

Cuby[54] 
MiMiC[55] 
QMCube[56] 
 

Substrate binding mode  
Reaction mechanisms  
Enantioselectivity  
Regioselectivity 
Enzyme design 

Reaction mechanism of P450 enzymes[57]; Reaction 
mechanism of glycoside hydrolases[58]; Enantioselectivity 
of the O-acetylation of (R,S)-propranolol catalyzed by 
lipase B[59]; Regioselectivity of drug metabolism in 
cytochrome P450 2C9[60]; Designing the gold-bio 
interface[61]; Rational redesign of 4-hydroxyphenylpyruvate 
dioxygenase (HPPD)[62] 

a：表中部分工具包可用于执行不同类型计算模拟，此处按照主要应用场景分类。b：QM/MM 计算主要通过接口程序组

合不同量子化学计算软件和分子动力学模拟软件实现，此处也包含部分接口程序。 
a: Some toolkits listed in the table can be used for various types of computational modeling. They are categorized here based 
on their primary application scenarios for clarity. b: QM/MM calculations are primarily facilitated by interface programs that 
integrate quantum chemistry software with molecular dynamics simulation software. Several such interface programs are also 
included in this category. 

 

(density functional theory, DFT)等。由于量子化

学方法可以在电子水平上研究体系，因此在酶

催化反应过程中的化学键断裂与生成、电子传

递等微观现象的描述方面具有独特优势。基于

量子化学的团簇方法(quantum chemical cluster 
approach)已被广泛应用于阐明酶催化反应不同
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方面的性质，它可以直接比较所有可能反应途

径的能量关系，从而确定酶催化状态下的底物

结合模式、催化反应的活化能、反应的决速步

骤和关键催化残基等，这些信息对于酶的理性

设计和改造至关重要[64-65]。近年来，该技术被

广泛应用于研究生物酶元件的各类性质：(1) 底
物结合模式，例如基于量化团簇计算提出了酚

酸脱羧酶不同于文献报道底物朝向的全新结合

模式[46]；(2) 酶催化反应机理，例如含镍一氧

化碳脱氢酶的机理研究阐明了镍价态在反应中

的关键作用，并为活性中心晶体结构提供了理

论解释[47]；(3) 酶对映选择性调控机制，如去

甲基乌药碱合成酶的完整反应路径解析与过渡

态结构分析阐明了该酶催化天然底物的高 S-选
择性的控制因素[48]；(4) 酶区域选择性调控机

制，例如量化团簇计算解析了 Baeyer-Villiger
单加氧酶最优定向进化路径中的系列突变体的

选择性影响因素[49]；(5) 反应机理驱动的酶理

性设计，例如量化计算结果指导设计了自然界

中不存在的具有 R-选择性偏好的全新去甲基乌

药碱合成酶[50]。 

1.4  量子力学/分子力学组合方法 
量子力学/分子力学(quantum mechanics/ 

molecular mechanics, QM/MM)组合方法通过结

合高水平的量子力学理论和经典分子力学模

拟，平衡计算准确性和速度，实现对复杂生物

系统中化学反应或物理过程的计算模拟。该方

法在研究具体体系时，通常将体系划分为 QM
区域和 MM 区域这 2 部分：QM 区域为关键催

化或其他功能区域，对其使用高水平量子力学

理论方法描述；MM 区域主要是为蛋白和溶剂

环境，对其使用经典分子动力学模拟方法描述。

二者将计算准确性与计算速度相结合，可用于

全面分析复杂生物系统内的反应机制和其他特

性。与量子化学团簇方法一样，QM/MM 组合 

方法可以对酶催化反应进行深入解析，明确反

应的关键催化残基、选择性调控机制、势能剖

面等关键信息，加深对相关酶的理解，例如：

(1) 对系列血红素依赖型铁氧化酶开展的

QM/MM 研究阐明了该家族酶的电子转移机制

和催化选择性调控机制，明确了蛋白环境和铁

中心配体对催化活性的关键影响[57]；(2) 对大

量糖苷酶的 QM/MM 计算，阐明了多糖底物构

象在活性位点的动态变化规律，明确了蛋白环

境对糖环构象的影响机制以及构象变化在糖苷

酶反应中的关键作用，建立了对糖苷酶家族普

适的催化循环模型[58]。此外，该方法已成功应

用于酶的对映选择性调控机制[59]，药物代谢酶

的催化机制[60]，生物传感器的计算设计[61]，以

及酶的理性设计[62]等。 

2  人工智能与物理原理融合驱

动的蛋白计算模拟技术 
以机器学习(machine learning, ML)为代表

的人工智能(artificial intelligence, AI)技术正在

与生命科学进行深度交叉融合，加速生物制造

领域向着更快速、更精准和更经济的方向稳步

发展。John McCarthy 在 1956 年的达特茅斯会

议上，第一次提出了“人工智能”一词，并将其

定义为制造智能机器的科学和工程[66]。机器学

习则被定义为“人工智能的一个子集”，不通过

显式编程而是通过数据驱动和算法应用来模拟

人类学习过程，同时也被定义为是“关注如何构

建能够随着经验自动改进的计算机程序”[67]。而

深度学习(deep learning, DL)则是机器学习的一

个分支，通过多层神经网络(neural network, NN)
等架构进行学习，通常包含比传统机器学习模

型更多的参数(可达数十亿个)和超参数，因此深

度神经网络具有强大的表达能力和设计灵活

性，应用范围涵盖即时文本生成到蛋白质结构
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预测等不同领域[67]。2024 年诺贝尔物理学奖授

予了 John Hopfield 和 Geoffrey Hinton，以表彰

他们在利用人工神经网络实现机器学习方面的

开创性发现和发明。 
传统计算模拟技术复杂且耗时，在应用中

面临诸多挑战，人工智能技术的融合使得其在

不同方面取得突破。目前，量子化学计算中采

用的计算方法由于需要平衡速度和精度，普遍

存在精度不够的问题，因为选择更高精度的算

法必然意味着计算速度的急剧下降，而通过融

合人工智能技术则可以达到提高精度的同时提

高速度的目的。分子对接和分子动力学模拟普

遍面临采样不足、势函数不精确等问题，且在

数据分析和处理的过程容易引入人为偏差，而

融合人工智能的方法则可以探索更广阔的构象

空间，学习更复杂的规律，并实现端到端的结

果输出。 
需要注意的是，人工智能模型的预测准确

性显著依赖于其训练集的质量与多样性，不均

衡或不充足的训练数据可能导致模型出现过拟

合或者欠拟合现象。当前，实验数据的获取仍

面临采集周期长、成本高、通量低以数据格式

不一致等挑战，而理论数据能够在一定程度上

弥补这些问题。通过应用融合物理原理的人工

智能技术对现有科学问题进行重新建模，预测

研究数据的潜在分布模式，可在一定程度上弥

补因实验数据缺乏而导致的模型训练不准确等

问题。例如，传统分子动力学模拟及量子化学

计算模拟可以生成大量有关分子和蛋白结构、

能量和动态行为的数据，这些数据可用于训练

机器学习模型来增强采样、预测长时间尺度的

蛋白结构变化、预测波函数和高通量筛选等。 
随着人工智能技术与基于物理原理的计算

模拟技术的逐渐融合，蛋白结构和功能的研究

正在走向新范式。本文对人工智能与物理原理

融合驱动的蛋白计算模拟技术部分工具进行了

整理，并对相应工具的关键方法细节进行了描

述，具体内容参见表 2。 

2.1  AI 驱动的分子对接技术 
传统的分子对接方法利用评分函数和经验

力场模拟配体与受体的结合，筛选过程繁琐、

耗时，常常无法精确描述分子间的复杂相互作

用，并且无法预测受体和配体因动态结合造成

的构象改变。AI 驱动的分子对接技术可以从大

型数据库中学习并理解化学结构和活性关系，

有望突破传统分子对接技术的应用局限。近年

来，基于深度学习的对接方法层出不穷，这些

方法很好地平衡了速度和准确度，并学习到了

复杂的分子间相互作用模式，因而降低了对评

分函数的依赖。同时，这些方法有助于探索更广

阔的化学空间及进一步提高预测精度，如可从原

子水平上预测配体与靶蛋白的相互作用[90-91]。 
评分函数是决定分子对接是否准确的关

键，基于机器学习的评分函数通过构建具有一

定物理意义的描述符，建立机器学习计算模型，

继而由机器学习算法学习配体特征和结合亲和

力之间复杂的、非线性的关系并推导能量函数。

Ragoza 等 [92] 构 建 了 基 于 卷 积 神 经 网 络

(convolutional neural network, CNN)模型的蛋白

与配体相互作用的评分函数，多个指标测试表

明该评分函数优于 AutoDock Vina 经验评分函

数。DeepBSP 基于 11 925 个天然复合物结构和

165 000 对 接 结 构 对 三 维 卷 积 神 经 网 络

(three-dimensional CNN, 3D-CNN)模型进行训

练，该方法可更准确地预测配体对接姿态与天

然结合姿态的均方根偏差 (root mean square 
deviation, RMSD)，从而使得预测姿态更接近天

然复合物结构[93]。GNINA 则使用交叉对接和重

新对接的数据训练的 CNN 模型作为评分函数，

其针对每个构象可输出一个配体的 CNNscore 和 
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表 2  人工智能与物理原理融合驱动的蛋白计算模拟技术的部分工具 
Table 2  Selected toolkits of artificial intelligence-enhanced physics-based computational modeling 
technologies for proteins 
Tools Methods Key details of the methods 
Molecular docking 
DiffDock[68]/DiffBindFR[69] Diffusion generative 

model 
Defining a diffusion process over the degrees of freedom involved 
in docking 

TankBind[70] Trigonometry-aware 
neural network 

Building trigonometry constraint as a vigorous inductive bias into 
the neural network (NN) model 

DeepDock[71] Geometric deep learning Learning a statistical potential based on the distance likelihood 
tailor-made for each ligand-target pair 

EquiBind[72] SE(3) geometric deep 
learning 

Using graph matching networks (GMN) and E(3)-equivariant graph 
neural network (GNN) 

Uni-Mol[73] SE(3) transformer 
architecture 

Incorporating 3D information by a universal 3D MRL framework 
and using transformer as a backbone 

Molecular dynamics simulation 
GLOW[74] Convolutional neural 

network 
Determining important structural contacts by saliency (attention) 
maps of the residue contact gradients 

TorchMD[75] Deep neural network 
(DNN) 

Extending the bonded and nonbonded force terms used in MD with 
DNN-based ones of arbitrary complexity 

RAVE[76] Variational autoencoders Using the reweighted autoencoded variational bayes for enhanced 
sampling 

NN2B[77] Artificial neural network Using the nearest neighbor density estimator (NNDE) and the 
artificial neural network (ANN) for the bias potential 
approximation 

Quantum chemical method 
Psiformer[78] Transformer Using wavefunction transformer as an approximation for solving 

the many-electron Schrödinger equation 
PauliNet[79] Deep neural network Replacing ad-hoc functional forms with DNN representations 
Δ-learning[80] Kernel ridge regression Adding machine learning corrections to computationally 

inexpensive approximate legacy quantum methods 
ML-SQC[81] Kernel ridge regression Using the kernel ridge regression with a Laplacian kernel, 

automatic tuning of SQC parameters for molecules 
AIQM1[82] Atomic neural network Using NN potentials based on torchani[83], leveraging Δ-learning 

strategy and the power of transfer learning 
Fermi Net[84] Deep neural network Introducing the fermionic neural network as a powerful 

wave-function Ansatz for many-electron systems 
SALTED[85-86] Gaussian process 

regression 
Performing equivariant predictions of the electron density of both 
molecular and condensed-phase systems 

QM/MM (MD) method 
dp-QM/MM[87] Artificial neural network Using molecular features and a set of collective variables (cvs) as 

input, chaperone polarizabilities as output 
QM/MM-NN[88] Artificial neural network Using the information on molecular structures as input, and the 

potential energy as the output layer 
QM/MM-NN MD[89] Adaptive neural networks Introducing adaptions to configuration appending and propagation 

on the configuration to update NN 
(QM) ML/MM MD[90] High dimensional neural 

network 
Integrating the MM environment as an additional element type in 
the high dimensional neural network potential 
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一个复合物的 CNNaffinity，并用于评估复合物

的对接效果，因此评分性能显著提升 [94]。

AnnapuRNA 使用实验解析结构中的 RNA 和小

分子相互作用的统计数据进行有监督机器学

习，并用于区分实验观察到的 RNA-配体相互作

用和可在理论分析中观察到但未在自然界中观

察到的相互作用，该方法可用作评分函数评估

RNA-配体复合物结构的优劣，且显著优于其他

评分函数[95]。 
通过结合使用扩散模型(diffusion model)，

AI 驱动的分子对接方法可以充分、合理地考虑

蛋白柔性，解决传统分子对接中可能存在的构

象采样不足问题。Jaakkola 团队开发了基于配

体位姿上的非欧几里得流形的扩散生成模型

DiffDock，该模型以单独的配体和蛋白质作为

输入结构，将流形映射到分子对接中涉及的各

种自由度的乘积空间，在标准测试集 PDBBind
上获得了 38%的预测成功率，相比于传统对接

方法(23%)和基于深度学习的对接方法(20%)，
成功率有明显提高[68]。DiffBindFR 方法中的扩

散模型则从具有随机侧链扭转角度的口袋构象

开始，学习整个系统内变量在由扭转角、旋转

和平移组成的积空间中的联合优化，不仅可以

准确预测蛋白质口袋侧链构象，而且还能生成

精确的配体结合姿态[69]。 
AI 驱动的分子对接方法通过在机器学习模

型中加入几何约束，可以更准确地预测蛋白质-
配体复合物结合构象。为了考虑复杂结构的几

何约束及局部功能区域的作用，TANKBind 将

三角学约束作为归纳偏差构建到模型中，并将

整个蛋白质分割成功能块以明确关注所有可能

的结合位点，同时利用局部区域负采样构建新

的对比损失，共同优化结合相互作用和亲和力，

最终显著提高了复合物结构和配体亲和力的预

测准确性[70]。DeepDock 基于几何深度学习，根

据配体-靶标对的距离似然学习统计势垒，并将

势垒与全局优化算法相结合，用于预测配体与

靶标蛋白质的结合构象[71]。EquiBind 基于 SE(3) 
等变几何深度学习模型，可直接预测受体结合

位置、配体的结合姿态和方向，预测速度和质

量都有显著提升[72]。 
与传统分子对接方法相比，AI 驱动的分子

对接方法的高精度还依赖于合理、充分的分子

表示。当分子被当作一维序列标记或二维拓扑

图处理时，会限制三维几何预测或生成等任务

中整合其三维信息的能力。针对此问题，

Uni-Mol 方法提出了一种通用的 3D 分子表示学

习 (molecular representation learning, MRL)框
架，它通过在 MRL 中纳入蛋白和其配体的海量

三维结构信息，显著扩大了 MRL 的表示能力和

应用范围，通过结合分子和蛋白口袋预训练模

型，以及对实验数据进行微调，可高效完成蛋

白三维结构相关的预测任务，如蛋白质-配体结

合姿态和分子构象生成等[73]。 
随着 AI 融合的分子对接方法的涌现，开发

公允且准确的独立测试工具包以评估这些方法

的性能变得非常有必要。PoseBusters 基于成熟

的化学信息学工具包开发，可用于 AI 分子对接

方法的基准测试，该工具不仅能够检查结合 
模式的 RMSD 等既定指标，还能够评估配体结

构、化学一致性和物理合理性，并基于此找出

缺失的诱导偏差，改进基于深度学习的对接方

法，推动更精确、更高效的分子对接预测方法

的开发[96]。 

2.2  AI 驱动的分子动力学模拟技术 
目前，传统的分子动力学模拟在力场的准

确性、轨迹解释的合理性、构象采样的充分性

等方面面临一系列挑战。机器学习算法通过从

现有轨迹中学习，引导模拟趋向构象空间的目

标区域，可加速收敛、增加空间探索范围，并
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且在处理高维数据时可提供灵活、易处理的分

析，因此可以准确模拟复杂大分子系统的动态

行为，同时显著提高模拟速度。 
传统分子动力学模拟使用的用于描述原子

之间力的力场是物理驱动的，易于解释但不够

精确，可移植性差。相较而言，由数据驱动的

机器学习势能在保持与经典力场相当的计算效

率的同时，达到了越来越高的精度。TorchMD
是一个具有混合经典和机器学习势的分子模拟

框架，其将所有力计算(包括键、角度、二面角、

Lennard-Jones 和 库 仑 相 互 作 用 ) 均 表 示 为

PyTorch 数组和操作，用于学习和模拟神经网络

势(neural network potentials, NNPs)，其已成功

应用于一系列体系的全原子模拟和蛋白质折叠

的粗粒化模拟[75]。在 TorchMD 基础上引入新颖

的 等 变 transformer (ET) 架 构 而 构 建

TorchMD-NET，通过使用集中设计注意力机制，

还可以实现量子力学性质的预测[97]。 
在增强采样方面，深度学习模型可以用于

构 建 和 识 别 少 量 关 键 集 合 变 量 (collective 
variable, CV)，再引入有利于其波动的偏置势，

可实现增强采样。NN2B 基于最近邻密度估计

器 (nearest neighbor density estimator, NNDE) 
和人工神经网络(artificial neural network, ANN) 
方法，通过运行短时间偏置分子动力学模拟，

获得可以描述不同 CV 间相关性的偏置势，实

现多肽模拟的遍历采样和自由能精确计算[77]。

DEEP-VES 将机器学习技术与变异增强采样方

法结合使用，利用神经网络的表达能力表示快

速变化的自由能面，消除人为边界效应的同时

允许操作多个 CV，从而确定引导系统波动的偏

置势，该方法可应用于多种体系的不同维度自

由能面的计算模拟[98]。基于强化学习的自适应

采 样 (reinforcement learning based adaptive 
sampling algorithm, REAP)算法，与单个连续分

子动力学模拟或传统自适应采样技术相比具有

更快的构象空间探索速度[99]，由于该方法可以

实时评估关键 CV 的重要性，因此在缺乏结构

信息体系的模拟方面具有优势。 
此外，使用大量短时间的 MD 模拟数据，

可构建基于机器学习的马尔可夫状态模型

(Markov state model, MSM)，并用于预测长时间

尺度的蛋白结构变化[100]。通过应用广义主方程

构建准马尔可状态模型(quasi-MSMs, qMSMs)，
可以减少对离散时间差的依赖，提高基于有限

MD 数据的构象动态变化预测精度。另外，结

合深度学习进行自动特征选取或者对数据降

维，还可将 MSMs 拓展应用于功能构象变化的

研究，并对功能构象变化进行合理的解释[101]。 

2.3  AI 驱动的量子化学计算模拟技术 
量子化学计算模拟是理解和预测分子化学

性质不可或缺的工具。然而，由于求解薛定谔

方程近似解非常困难，且随着分子系统模拟尺

度的增加，计算成本也显著增加，导致传统方

法在应用于生物大分子计算时面临重大挑战。

AI 驱动的量子化学计算模拟技术可将量子力学

的基本原理与机器学习的高效性融为一体，显

著提升计算模拟性能，并加速对生物体系化学

空间的高精度探索。 
机器学习模型可以用于预测量子化学计算

中的哈密顿量。Schütt 等[102]提出了一个深度学

习框架，其在局部原子轨道的基础上预测量子

力学波函数，并从中衍生出所有其他基态特性，

从而以力场计算相当的效率，对电子结构以可

分析、可微分的描述方式进行量子力学计算。

Nigam 等[103]和 Unke 等[104]在此基础上进一步引

入等变机器学习技术以加快训练过程。Zhou 等[105]

通过将半经验哈密顿量与传统神经网络相结

合，使得构建的混合半经验模型中哈密顿量的

参数可对原子的化学环境发生动态响应。以上
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这些模型不仅可以提高计算的准确性和效率，

同时还具有很强的可迁移性和通用性。 
由于神经网络可被看作一种函数近似方

法，因此机器学习方法也已成功应用于波函数

的预测与解析。神经网络波函数不同于传统的波

函数，其不依赖于任何特定的基组。DeepMind
团队开发的费米子神经网络 (fermionic neural 
network, FermiNet)是一种多电子系统的波函数

拟设器，可用于薛定谔方程的近似解计算，其

基于原子的位置和电荷这些有限数据，即可预

测出强相关体系的解离曲线[84]。Hermann 等[79]

开发的深度学习波函数拟设器 PauliNet，以内

置多参考哈特里-福克(Hartree-Fock)解作为基

线，集成有效波函数的物理特性，能够学习电

子的复杂运动模式，快速获得电子薛定谔方程

的近乎精确解。近期，DeepMind 团队再次开发

了基于多头自注意力机制的新型神经网络架构

波函数变换器 Psiformer，其可通过学习电子之

间复杂的量子力学相关性，基于第一性原理求解

多电子薛定谔方程，从而显著提高计算精度，尤

其在较大分子基态能量的计算方面表现优异[78]。 
融合深度学习的计算方法可以有效降低 

分子基态和激发态性质的高精度计算成本。Ng
等[106]构建了一个低数据深度神经网络模型，获

得了与 MP2 和 CCSD 理论水平相当的机器学习

电子相关能量，可应用于训练集中不包含的、

更复杂的分子。Golub 等[107]通过密度矩阵重正

化群和单点熵计算构建训练集，基于神经网络

预测活性轨道，实现活性空间的自动选择，从

而减少了量子化学多组态方法中手动选择活性

空间时对专业知识和经验的依赖。 
在传统量子化学计算方法中，密度泛函理

论(density functional theory, DFT)因其在计算准

确性和计算成本方面具有良好的平衡而被广泛

应用于各类体系的研究，但其精度高度依赖于

对交换-相关(exchange-correlation, XC)泛函的

选择。在处理强相关电子系统和范德华相互作

用时，标准 DFT 方法可能表现不佳。机器学习

模型则可基于特定算法或者学习架构开发相对

通用的、精确的泛函。Zheng 等[108]采用神经网

络方法通过考虑高阶贡献来改进 B3LYP交换相

关函数，而 Vargas Hernández[109]使用贝叶斯优

化和高斯过程对特定杂化和长程泛函的杂化参

数进行微调，并用于校准不同的密度泛函模型。

Nagai 等[110]则基于参考分子中精确的密度分布

和能量通过机器学习来系统地构建泛函，其使

用灵活的前馈神经网络将密度和能量联系起

来，并通过反向传播算法获取函数导数。 
半经验量子化学 (semiempirical quantum 

chemistry, SQC)计算方法可应用于较大体系或

较高通量的大规模计算，但其计算精度有限。

ML-SQC 方法使用机器学习模型来调整半经验

量子化学 SQC 计算方法的参数，并用于反映分

子组成和几何形状的变化，从而在不降低分子

描述符的迁移性的同时提高准确度，因此可用

于高通量筛选 [81]。人工智能-量子力学方法 1 
(artificial intelligence-quantum mechanical method 
1, AIQM1)基于半经验量子力学方法，结合神经

网络势以及 Δ-机器学习(Δ-machine learning)进
行参数优化，并使用迁移学习从有限数据中学

习，从而以近似低水平半经验量子力学方法的

速度、以“黄金标准”耦合簇量子力学(coupled 
cluster QM)方法的精度计算中性、闭壳层体系

的基态能量[82]。 

2.4  AI 驱动的 QM/MM 计算模拟技术 
量子力学/分子力学(QM/MM)组合方法由

于对体系的化学反应位点和周围环境进行了分

区处理，使得生物体系中化学反应的计算模拟 
变为可能。如前文所述，传统分子动力学模拟

和量子化学计算都存在计算精度和计算效率方
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面的瓶颈，AI 与物理原理的融合可有效解决这

些问题，因此将融合 AI 的分子力学方法和融合

AI 的量子化学方法组合构建 AI 驱动的

QM/MM 计算具有重要价值 [87-90]。例如，Pan
等[111]构建了用于生成 MD 模拟能量和力参数

的机器学习势和增量机器学习势，并将分子体

系表示拓展至每个 QM 区域原子的外部静电势

和 静 电 场 ， 在 具 体 应 用 中 可 获 得 与 传 统

QM/MM 计算精度相当的能量和力值，但计算

效率大幅提高。在 QM 区域和 MM 区域的相互

作用方面，Böselt 等[90]在高维神经网络势(high- 
dimensional neural network potentials, HDNNP)
中将 MM 区作为要素类型整合，拟合的 HDNNP
用静电嵌入方案描述 QM 区的势能 面，因此

MM 区会接收到来自极化的 QM 区的作用，同

时引入 Δ-机器学习策略，最终在使用较少参数

的情况下，达到密度泛函理论计算的精度。 

3  结论与展望 
基于物理原理的传统计算模拟方法在复杂

生物体系的认识和理解方面发挥着重要作用，

而基于大数据的 AI 技术可有效提升其对参与

生命活动不同层次元件的预测和设计能力。AI
与物理原理的融合既能弥补传统计算技术的不

足，又可推动计算模拟技术的发展及革新。 
AI 技术在不依赖物理原理、仅依赖化学信

息时，需要大量的训练数据，而引入物理原理，

不仅可降低非物理行为发生的可能性，还可以

提高模型的泛化和迁移能力，从而减少对训练

数据的依赖。使用微分物理模型，并使用自动

微分技术优化相关物理框架中的参数，可增加 
机器学习模型的泛化能力，从而可利用严谨的

化学知识和既定的物理原理提供统计替代模型

通常无法实现的解释能力，并用于解释物理原

理指导的化学反应过程。目前，仍然有必要通

过量子化学计算等传统计算技术来辅助检验

机器学习模型的预测结果，以保证所预测结果

的化学稳健性。 
总之，AI 与物理原理融合驱动的计算模拟

技术近年来取得了突破性进展，在预测和设计

生物大分子结构、功能和相互作用的准确性和

效率方面得到显著提升。然而，这些技术仍然

面临许多挑战，跨学科协作至关重要。计算化

学家、物理学家、生物信息学家、人工智能专

家和合成生物学家需要共同努力，打破学科壁

垒，推动这些技术的发展和应用。通过不断实

践和优化，AI 与物理原理融合驱动的计算模拟

技术有望为生物大分子功能的研究提供更详

尽、准确的见解，加速生物制造所需高效蛋白

元件的设计与创制，从而为合成生物学和生物

制造等领域带来深远的影响。 
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