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摘   要：随着计算能力的增加和生物数据的快速扩展，利用生物信息学解决一些生物学问题逐渐成为

主流的解决方案。蛋白质功能预测是生物医学和药物研究领域的重要任务。利用生物信息学进行蛋白质

功能预测成为研究热点。本文将基于生物信息学的蛋白质功能预测方法归纳为 3 类：基于蛋白质序列的

方法、基于蛋白质结构的方法和基于蛋白质相互作用网络的方法，并进一步分析和总结了这些方法的具

体算法以及最新研究进展，为生物医学和药物研究领域深入探索预测蛋白质功能提供重要参考。 
关键词：生物信息学；蛋白质功能预测；基因本体论；机器学习；深度学习 
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Abstract: With the increasing of computer power and rapid expansion of biological data, the 
application of bioinformatics tools has become the mainstream approach to address biological 
problems. The accurate identification of protein function by bioinformatics tools is crucial for 
both biomedical research and drug discovery, making it a hot topic of research. In this paper, we 
categorize bioinformatics-based protein function prediction methods into three categories: protein 
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sequence-based methods, protein structure-based methods, and protein interaction networks-based 
methods. We further analyze these specific algorithms, highlighting the latest research 
advancements and providing valuable references for the application of bioinformatics-based 
protein function prediction in biomedical research and drug discovery. 
Keywords: bioinformatics; protein function prediction; gene ontology; machine learning; deep 
learning 

 
蛋白质是生命的物质基础，它由氨基酸组

成，具有多样的结构和功能。蛋白质在生物体内

扮演着重要的角色，包括酶催化、结构支持、信

号传递和免疫应答等。因此，了解蛋白质的功能

对于揭示生物过程、药物开发和疾病研究都十分

关键。对蛋白质进行功能预测不仅有助于理解蛋

白质之间的相互作用网络，进一步理解细胞信号

传导以及代谢途径，还可以为基因组学研究提供

更全的信息，甚至能够用来识别潜在的药物靶或

发现新的药物分子。 
通过传统的生化实验来确定蛋白质的功能

成本高且耗时长[1]，所以开发出准确高效的蛋白

质功能预测方法是十分必要的。随着机器学习、

数理统计等学科的蓬勃发展，基于生物信息学进

行蛋白质功能预测已经成为研究热点[2-4]，这些

方法可以大大加快解析蛋白质功能的速度。基于

生物信息学的蛋白质功能预测方法主要利用序

列、结构、进化和相互作用等信息层次，通过构

建模型和算法来预测蛋白质的功能。这些方法从

最初的序列相似性搜索发展到现在的机器学习

和深度学习方法。近些年来，国内外科研人员在

蛋白质功能预测领域不断探索，取得了丰富的研

究成果[4]。本文对当下的蛋白质功能预测方法进

行总结，分析和比较了各种方法的优点和局限

性，综述了基于生物信息学的蛋白质功能预测方

法研究，以便读者了解该领域的研究动态及发展

趋势。与此同时，还分析了当前这一领域所存在

的问题，深入探讨了未来面临的挑战，旨在为蛋

白质功能预测领域的研究人员提供有价值的参

考和启示。 

1  蛋白质功能的特点和分类 
蛋白质是生物体内最重要的生物大分子之

一，具有构成和修复细胞、传递信号、催化化学

反应、储存能量和运输物质等多种功能，因此蛋

白质被认为是生物体的基本功能单位。同一种蛋

白质可以参与生物体的不同功能，例如，转铁蛋

白[5]不仅作为高效的铁运输者，在血液中将铁离

子从生物体的肝脏转运到骨髓，起到运输蛋白的

作用，同时与细胞表面受体结合，协助铁离子传

递给细胞内部，起到受体的作用，此外，转铁蛋

白还表现出催化剂的特性，促进铁离子的释放和

结合过程，为铁的转运提供了动力。可见蛋白质

功能的研究极其复杂、多样，任何与蛋白质相关

联的事件都可以被认为是蛋白质的功能[6]。 
为了对蛋白质功能进行系统和规范的描述，

基因本体论(gene ontology, GO)[7-8]和基因分类标

准(function categories, FunCat)[7]被提出。目前，

GO是最被广泛接受和最为常用的蛋白质功能分

类系统之一。GO 蛋白质分类体系包括了数万个

术语，涵盖了蛋白质在细胞和生物体内的各种功

能和位置。这些术语被组织成有向无环图

(directed acyclic graph, DAG)的形式，使得蛋白

质功能之间的层次关系和关联能够被展示。GO
可以将蛋白质分为 3 个主要方面：分子功能

(molecular function, MF)、生物过程(biological 
process, BP) 和 细 胞 组 件 (cellular component, 
CC)。分子功能主要是对蛋白质分子所表现出的
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特定功能进行描述，比如催化反应、结合其他分

子等；生物过程主要是对蛋白质功能相关的事件

进行描述，比如代谢途径、细胞信号传导等；细

胞组件主要是对蛋白质在细胞中所定位的具体

位置和结构进行描述，比如核、细胞膜等。具体

来说，每一个 GO 术语是一个功能标签，对蛋白

质进行功能预测的过程即为判断蛋白质所拥有标

签的过程[9]。Uniprot[1]、Ensembl[10]和 InterPro[11]

等数据库中的蛋白质都标注了 GO 功能标签，可

以方便地为蛋白质序列提供功能注释。 

2  蛋白质功能预测的生物信息

学方法总览 
随着基因组学和蛋白质组学技术的不断进

步，科研人员已经能够迅速而高效地识别基因组

中蛋白质编码序列。尽管如此，深入了解这些蛋

白质的功能以及它们在生物过程中的确切作用

仍然是一个充满挑战的任务。为了解决这一问

题，科研人员通过生物信息学方法开展了广泛的

研究，旨在预测蛋白质的功能，从而提升人们对

生物系统的理解。 
蛋白质功能预测的实质在于准确判定未知

功能的蛋白和已知功能的蛋白在序列、功能等方

面的相似程度，这涉及一个复杂的多标签分类问

题。在这一背景下，本文将蛋白质功能预测的方

法划分为 3 个主要方向：基于蛋白质序列进行功

能预测的方法，基于蛋白质结构进行功能预测的

方法，以及基于蛋白质相互作用网络进行功能预

测的方法。 
首先，基于蛋白质序列的功能预测方法通过

分析蛋白质的氨基酸序列，利用序列之间的相似

性和特征来推断蛋白质的可能功能。其次，基于

蛋白质结构的功能预测方法主要关注蛋白质的三

维结构，通过模拟和预测蛋白质结构来推断其功

能。最后，基于蛋白质相互作用网络的功能预测

方法则侧重于分析蛋白质与其他生物分子之间的

相互作用，以揭示其在生物系统中的功能和作用。 
这些方法的综合应用为深入了解蛋白质功

能提供了重要工具，有助于填补实验难以覆盖的

空白。通过综合运用这些生物信息学方法，不仅

全面揭示了蛋白质在生物学过程中的多方面功

能，并且为生命科学领域的研究和应用提供了强

有力的支持。 

3  基于序列进行蛋白质功能预

测的方法 
3.1  基于蛋白质序列同源性的方法 

基于同源性的方法是指找到与待预测蛋白

质序列相似的蛋白质，并将这一蛋白质的功能注

释(蛋白质的功能、结构域、反应机制和结构特

征等)赋予待预测蛋白质。在基于同源性的方法

中，对未知功能蛋白质的功能注释依赖于其与已知

蛋白质序列的相似性评分。这一过程经常使用的序

列 比 对 技 术 有 FASTA[12] 、 BLAST[13] 和

PSI-BLAST[14]。这些方法通常将序列相似性与功

能相似性联系起来。此外，还有基因的进化谱系：

非监督直系同源群体 [15](evolutionary genealogy 
of genes: non-supervised orthologous groups, 
EggNOG)等数据库，基于序列相似性和同源关

系推测对整个基因家族的 GO 注释信息。但是，

研究人员发现这种基于序列相似性判断功能相

似性的原理是一个较弱的假设[16]。使用该种方

法进行预测时，操作简单，但是存在较多的局限

性，例如受已知功能序列数目的限制、运行时间较

长等。同时，有研究指出，由这种方法得到的结果

中有 30%的蛋白质功能是错误的[17-18]。这就促使研

究人员开始探究别的方法。基于序列同源性进行蛋

白质功能预测的最新方法有 DeepGOPlus 和

NCL+mask BLAST (表 1)。 
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表 1  基于序列同源性的蛋白质功能预测的生物信息学工具 
Table 1  Bioinformatics tools for protein function prediction based on sequence homology 
Year of 
publication 

Method Model Model evaluation criteria Open source situation 
BP CC MF 

2020 DeepGOPlus[19] CNN Fmax=0.390 Fmax=0.614 Fmax=0.557 https://github.com/ 
bio-ontology-research- 
group/deepgoplus 

2021 NCL+mask 
BLAST[20] 

BLAST+NCL F-measure=0.378 F-measure=0.475 F-measure=0.496 − 

“−” indicates that the author has not yet released the source code, and the following table is same 
 

DeepGOPlus[19]是 DeepGO[21]的改进版，其

克服了 DeepGO 在序列长度、特征关系和预测时

间方面的缺陷，DeepGOPlus 方法将卷积神经网

络(convolutional neural networks, CNN)与基于序

列相似性的预测相结合。该方法使用一维卷积神

经 网 络 (one-dimensional convolutional neural 
networks, 1-D CNN)同时处理具有多个大小可变

的卷积核，同时 CNN 卷积核学习了类似于结构

域基序的模式。 DeepGO 模型的数据来自

SwissProt 数据库，筛选出经过实验验证且忽略

序列中具有不明确氨基酸编码的数据，最终得到

60 710 种蛋白质序列，其中 GO 术语 27 760 个

类别(BP 19 181 个，MF 6 221 个，CC 2 358 个)，涵

盖了 SwissProt 数据库中 90%以上已注释的蛋白

质序列。通过随机划分的方法将数据集的 80%
作为训练集、20%作为测试集，使用基于三联体

(3mer)序列特征提取的方法完成功能预测，并且

将测试集通过函数标注的计算评估[22] (computational 
assessment of function annotation, CAFA) (分析

和评估蛋白质功能注释方法的性能的常用标准)
进行评估，结果表明该方法与传统的 BLAST 方

法相比有显著的改进，同时在蛋白质细胞定位方

面拥有良好性能，但是没有改善在 MF 和 BP 方

面的性能。DeepGOPlus 在 DeepGO 的基础上进

行了创新，该模型在序列长度上将氨基酸序列增

加到 2 000 个(覆盖了 UniProt 中 99%以上的序

列)，对氨基酸序列的长度解除了限制，因此可

以用于蛋白质功能的基因组规模注释，特别体现

在新测序的生物体中。中国农业科学院作物科学

研究所 Yang 等使用 DeepGOPlus 模型从盐生植

物互花米草中挖掘出 12 个Ⅰ型互花米草高亲和

钾 离 子 转 运 蛋 白 基 因 (spartina alterniflora 
high-affinity K+ transporters, SaHKTs)和 4 个Ⅱ型

SaHKTs[23]；并且他们进一步通过酵母互补实验

验证了通过深度学习挖掘出的 16个 HKT基因的

功能。实验表明，I 型成员 SaHKT1;2、SaHKT1;3
和 SaHKT1;8以及Ⅱ型成员 SaHKT2;1、SaHKT2;3
和 SaHKT2;4 具有低亲和力 K+吸收能力，Ⅱ型成

员对 K+的亲和力较水稻和拟南芥强，大多数互

花米草 HKT 优先转运 Na+[23]。该研究将深度学

习模型应用到植物功能基因的挖掘，证明它能够

从庞大的基因组数据中识别出功能基因的特征

序列，并对其进行准确定位和特性分析，证明了

该模型在准确预测基因家族和功能基因方面的

实用性[23]。 
NCL+mask BLAST 是 Pathak 等[20]提出的 

一种新的蛋白质功能预测方法。基本逻辑是，基

于化学测量的新氨基酸分类方法，把这种新分类

方法与 BLAST 进行结合，使用新化学逻辑(new 
chemical logic, NCL)[24-25]过滤功能不相关的蛋

白质序列，之后与数据库中的序列进行比对，得

到功能预测的结果。NCL 是把氨基酸看作是 
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一套完整的化学模板，根据其立体化学性质，提

出的一种新方法。该方法在检测 SwissProt 中所

有已知功能的 69 306 个蛋白序列的生物、分子

和细胞功能方面的精度是 BLAST 的 3 倍以上，

例如对于预测 1-去氧-11-β-羟基戊二酸脱氢酶

的分子功能而言，传统的 BLAST 方法无法进行

预测，而 NCL 方法能够预测其作为氧化还原酶

的分子功能。该方法的一个显著特点是使用了

NCL 过滤掉功能上不相关的蛋白质序列，从而

改善性能。 

3.2  基于蛋白质特征提取的方法 
蛋白质序列由 20 个不同的氨基酸排列组

合而成，将这些字符串转换成数值形式才能被

计算机识别。蛋白质序列的数值表示是机器学

习模型的特征，将蛋白质序列转换为其对应的

数值形式的过程被称为特征提取。有部分科学

家基于特征提取的方法设计了蛋白质功能预测

的工具(表 2)。 

近年来，排序学习(learning to rank, LTR)已

经有效地应用于生物信息学，例如药物-靶点相

互作用的预测。排序学习是一种机器学习范式，

适用于处理多标签分类问题。You 等[26]基于 LTR

开发出 GOLabeler，该方法是一个集成自动功能

预测(automated function prediction, AFP)的不同

序列信息的框架，它是在排序学习框架下集成

GO 项频率、序列比对、氨基酸三联体(3 mer)、

结构域与基序以及生物物理属性等不同特征信

息训练的 5 个成分分类器，实现了蛋白质功能的

预测。实验结果表明将 CAFA1[1]和 CAFA2[35]两

个大规模数据集按照一定标准得到训练集和测

试集中，GOLabeler 与其他模型相比在对未知功

能蛋白的 GO 术语项预测方面存在显著优势。 

 
表 2  基于特征提取方法的蛋白质功能预测的生物信息学工具 
Table 2  Bioinformatics tools utilizing feature extraction methods for protein function prediction  
Year of 
publication 

Method Model evaluation criteria Open source situation 

BP CC MF 

2018 GOLabeler[26] Fmax=0.372 
AUPR=0.236 

Fmax=0.586 
AUPR=0.697 

Fmax=0.691 
AUPR=0.549 

https://github.com/ddofer/ProFET 

2019 GRNN[27] Macro F1 for the brain cells dataset=0.86 
Macro F1 for the circulation cells dataset=0.77 
Macro F1 for the generic cells dataset=0.70 

− 

2020 DeepAdd[28] Fmax=0.345 
AUC=0.896 

Fmax=0.547 
AUC=0.958 

Fmax=0.516 
AUC=0.912 

− 

2020 FFPred-GAN[29] Fmax=0.567 Fmax=0.755 Fmax=0.750 https://github.com/psipred/FFPredGAN 

2022 FUTUSA[30] F1=0.532 − − https://github.com/snuhl-crain/FUTUSA 

2022 PFmulDL[31] Fmax=0.459 
AUPR=0.452 

Fmax=0.677 
AUPR=0.729 

Fmax=0.508 
AUPR=0.509 

https://github.com/idrblab/PFmulDL 

2022 PFP-Autoencoders[32] Fmax=0.422 
AUPR=0.400 

− Fmax=0.475 
AUPR=0.430 

https://github.com/richadhanuka/PFP- 
Autoencoders/tree/main 

2022 GAT-GO[33] Fmax=0.492 
AUPR=0.381 

Fmax=0.547 
AUPR=0.479 

Fmax=0.633 
AUPR=0.660 

− 

2023 Global-ProtEnc[34] Fmax=0.523 Fmax=0.636 Fmax=0.515 https://github.com/ashi24cc/Global-Prot
Enc-Plus/tree/main 
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此外，由于蛋白质序列数据的复杂性，普通

的神经网络模型无法很好地提取蛋白质序列中

的信息。针对该问题，Ko 等[30]开发出 FUTUSA。

该模型应用 CNN 进行序列分割来提取特征，将

蛋白质序列分割成大小不同的片段，并对模型进

行训练。该方法的优点是可以检测功能基序和预

测突变位点，但是该方法集中在特定的目标功能

和二元分类上，存在一定的限制。与其使用相同

模型的还有 Wan 等[29]提出的一种基于序列预测

蛋白质功能的新方法——DeepAdd：该方法采用

的训练集来自 SwissProt 中的 558 590 个蛋白序

列(截至 2018 年 4 月 24 日)，测试集来自 CAFA3
的 130 787 个蛋白序列，它将蛋白质序列视为自

然语言，并使用 Word2Vec 中的 CBOW 模型提

取词向量；然后，通过两个 CNN 模型学习特征，

其中一个 CNN 模型基于 PPI 模型的蛋白质-蛋白

质相互作用 (protein-protein interaction, PPI)网
络，另一个模型基于序列相似性曲线(sequence 
similarity profiles, SSP)模型的序列相似性概要。

总体而言，CNN 在普通神经网络的特征提取方

面具有一定优势，但是在处理序列型的数据方面

却表现欠佳。针对该问题，Xia 等 [31]提出了

PFmulDL，该方法以来自 UniPort 数据库中的  
67 888 个蛋白序列作为数据集，将蛋白质序列用

独热编码表示，将 CNN 模型与循环神经网络

(recurrent neural network, RNN)模型进行结合，

引入迁移学习(transfer learning)，最终成功完成 
5 825 个蛋白家族的功能注释，是覆盖 GO 家族最

多的模型之一。与此同时，研究人员发现，在没

有牺牲“主要类别”蛋白质的预测性能的前提下，

实现了对超大家族蛋白质进行功能预测的功能。 
相比于传统的序列分析和特征提取方法，图

神经网络(graph neural networks, GNN)在蛋白质

功能预测中有一些特别之处。它可以通过对蛋白

质的结构和相互作用图进行建模，捕捉蛋白质之

间的关系和结构信息，从而实现对蛋白质功能的

推断和预测。Ioannidis 等[27]提出的广义回归神经

网络(general regression neural network, GRNN)
则是利用多关系图(multirelational graphs)进行半

监督学习，通过可学习参数对不同关系进行加权

并预测蛋白功能。此外，为了综合利用蛋白质的

局部和全局信息，Lai 等[33]提出了 GAT-GO。该

方法基于图神经网络利用测序的残基间接触图

和蛋白质序列嵌入的组合进行功能预测，以提高

蛋白质功能预测的准确性和效率。GAT-GO 使用

的特征有 one-hot 蛋白序列、PSSM、HMM 和

ESM-1b[36]嵌入信息。GAT-GO 使用 RaptorX[37]

预测的蛋白质的结构信息，并使用 Facebook 的

ESM-1b 生成其嵌入信息。实验结果表明[33]，在

PDB-mmseqs 测试集中，训练和测试蛋白质之间

的序列相似性低于 15%的情况下，GAT-GO 模型

在 MFO、BPO 和 CCO 领域上的 Fmax 分别达到

0.508、0.416、0.501，在精确度-召回曲线下的

面积(area under the recall curve, AUPRC)分别为

0.427、0.253、0.411；相比之下，传统的 BLAST
方法的 Fmax 分别为 0.117、0.121、0.207，AUPRC
分别为 0.120、0.120、0.163，表明 GAT-GO 模

型在性能上优于传统方法。 
在现有的蛋白质数据库中，仍然存在大量

蛋白质数据缺失功能标签的问题，而传统的监

督学习方法容易受到该种现象的限制而导致预

测的准确率不高。生成式对抗网络(generative 
adversarial network, GAN)则可以解决数据不足

的问题。Wan 等 [29]提出 FFPred-GAN，通过

FFPred 特征提取器学习蛋白质特征的分布，使

用具有梯度罚分的 Wasserstein生成式对抗网络，

并通过生成合成样本来增强原始训练样本的方

式，成功地在预测 GO 项的所有 3 个领域获得更

高的准确性。此外，Ranjan 等[34]提出了一个多

方面网络的模型 Global-ProtEnc。它使用多注意
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力机制来关联不同功能域中的子序列，具有双向

注意力机制层来捕捉高相关的蛋白质片段，并解

决语义模糊性，从而实现子序列分类和蛋白质功能

预测。Global-ProtEnc 和 Global-ProtEnc-Plus 方法

在基准 CAFA3 数据集上的评估表现出色。与

DeepGOPlus 相比，Global-ProtEnc-Plus 在生物

过程方面的 Fmax 提高了 6.50%，在细胞组件方面

提高了 1.90%[34]。 

4  基于结构进行蛋白质功能预

测的方法 
该方法是指通过蛋白质的结构信息来进行

功能预测，包括结构相似性比对、蛋白质结构模

拟和模型预测等。已经有部分研究人员构建了基

于蛋白质结构的蛋白质功能预测生物信息学工

具(表 3)。 
MultiPredGO[38]是一个基于深度学习的多

模态方法，其基本思想是利用蛋白质序列和蛋白

质二级结构两种不同的信息，设计两种 CNN 模

型进行特征提取。为了加快预测效率，又集成了

蛋白质相互作用信息，生成 256 维的知识图谱嵌

入，之后利用这些提取的特征来训练预测蛋白质

功能的层次分类模型。该方法的新颖之处是使用

多 模 态 的 方 法 将 多 种 信 息 融 合 ， 并 使 用

ResNet-50 将 3D 结构从蛋白质数据库(protein 
data bank, PDB)中提取出来用作 2D 体素。将蛋

白质序列和蛋白质三维结构两种模式共同制作

的 11 536 998 210 741 个蛋白质数据集进行训练

后的结果与各种单模态以及 INGA[40]和 DeepGO
两种多模态蛋白质功能预测方法进行比较后的

结果表明，在准确性、F-measure、精度和召回

指标方面的整体性能均优于前人的方法；在 CC
和 MF 方面，与 DeepGO 相比，平均分别提高了

13.05%和 30.87%。但这一方法的缺陷是在预测

蛋白质生物过程时准确率不高[38]。 
CNN model[39]是一种基于卷积神经网络的

结构-功能预测方法，用于从血红素蛋白的活性

位点的三级结构中预测蛋白质功能，以研究结构

与功能之间的关系。该方法通过将血红素结合位

点的三级结构转换为 xy 平面，并将空间划分为

小的立方体区域(体素)。研究者从 PDB (protein 
data bank，一个存储蛋白质、核酸和其他生物分

子结构信息的公共数据库)中 3 206 个不同的蛋

白质结构条目中收集 6 866 个血红素分子，使用

CNN 模型学习血红素蛋白结构与功能之间的关

联，并将输出作为蛋白质功能的类别标签[39]。

通过训练模型并使用大量的血红素蛋白数据，研

究者能够准确地预测血红素蛋白的功能。然而，

这种方法仍需要进一步改进和开发，以适用于大

量未知功能蛋白质的预测。AlphaFold2 是一种用

氨基酸序列预测蛋白质三级结构的深度学习算

法，可以准确预测血红素蛋白中血红素结合位点

的结构。如果能够克服从氨基酸序列中预测血红

素结合位点的挑战，就可以利用血红素蛋白的氨

基酸序列通过深度学习的方法直接预测蛋白质

的功能。 
 

表 3  基于结构的蛋白质功能预测的生物信息学工具 
Table 3  Bioinformatics tools utilizing structure for protein function prediction 
Year of 
publication 

Method Model Model evaluation criteria Open source situation 
BP CC MF 

2020 MultiPredGO[38] ResNet-50 Fmax=0.328 
AUC=0.817 

Fmax=0.537 
AUC=0.851 

Fmax=0.367 
AUC=0.910 

https://github.com/ 
SwagarikaGiri/ 
Multi-PredGO 

2023 CNN model[39] CNN − − − − 
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5  基于相互作用网络进行蛋白

质功能预测的方法 
该方法是指运用蛋白质与其他生物分子之

间的互作关系来推断蛋白质的功能。已经有部分

研究人员构建了基于相互作用网络的蛋白质功

能预测方法的生物信息学工具(表 4)。 

DeepFunc[41]是一种能够从蛋白质序列和网

络信息中准确预测蛋白质功能的一种深度学习

框架。具体来说，DeepFunc 是将从 InterPro 工

具收集到的与输入蛋白质序列相关联的结构域、

家族和基序的相关特征信息转变为一个维度为

35 000 维的高维二进制向量，然后使用两个全连

接层对该向量进行降维，获取到一个低维向量。

与此同时使用 EggNOG[15]获取功能性连接并且

与 STRING[45]工具中的相互作用结合构建 PPI
网络。之后使用 Deepwalk[46]算法来提取底层 PPI
网络的全面拓扑特征集合，该向量再与该拓扑特

征进行融合，形成全连接网络，最后进行功能分

类。总的来说，DeepFunc 使用神经网络从蛋白

质序列和网络派生的信息中做出准确的预测，该

方法结合了 PPI 网络的拓扑特征和基于子序列

的特征，主要使用深度学习技术高效地对从

InterProScan 中提取的高维向量进行简化，再与

PPI 网络中提取的拓扑特征相结合之后进行功

能预测。最终在 CAFA3 数据集上进行测试，与

DeepGO、FFPred3 等方法相比，曲线下面积(area 
under curve, AUC) (该值越接近 1.0，检测方法真

实性越高)达到了最高(0.94)。 
Graph2GO[42]是一种基于多模态图的前馈神

经网络架构，用于预测蛋白质功能。它整合了蛋

白质结构、序列、亚细胞位置和相互作用网络等

多 种 数 据 类 型 ， 并 利 用 变 分 图 自 编 码 器

(variational graph auto-encoders, VGAE)和图卷

积神经网络(graph convolutional network, GCN)
在基因本体上进行功能推断。该模型由两部分组

成 ： 无 监 督 图 表 示 模 型 和 深 度 神 经 网 络

(deep-learning neural network, DNN)分类器。研究

者从 SwissProt 中筛选出的 15 133 个人类蛋白质、

亚细胞位置以及蛋白质结构域信息转换并拼接为

向量送入STRING中获取的 1 713 652个蛋白质相

互作用网络(protein-protein interactions, PPIs)以及

在蛋白质序列相似性网络 (sequence similarity 
network, SSN)中的 843 212 个蛋白质相互作用边

缘，将这两个网络生成的嵌入串联作为 DNN 框

架的输入，以预测蛋白质的功能[42]。最终对比

实验结果表明，Graph2GO 在 CC、MF 和 BP 下

的精度、召回率以及 F1 分数都高于基于序列的 
 

表 4  基于相互作用网络的蛋白质功能预测的生物信息学工具 
Table 4  Bioinformatics tools using protein-protein interaction networks for protein function prediction 
Year of 
publication 

Method Model evaluation criteria Open source situation 
BP CC MF 

2017 DeepGO[21] Fmax=0.395 Fmax=0.633 Fmax=0.470 https://github.com/bio-ontology- 
research-group/deepgo 

2019 DeepFunc[41] − − Fmax=0.540 
AUC=0.940 

− 

2020 Graph2GO[42] Fmax=0.490 Fmax=0.686 Fmax=0.718 https://github.com/yanzhanglab/ 
Graph2GO 

2020 SDN2GO[43] Fmax=0.361 
AUPR=0.203 

Fmax=0.432 
AUPR=0.290 

Fmax=0.561 
AUPR=0.471 

https://github.com/Charrick/ 
SDN2GO 

2021 DeepGraphGO[44] Fmax=0.327 
AUPR=0.194 

Fmax=0.692 
AUPR=0.695 

Fmax=0.623 
AUPR=0.543 

https://github.com/yourh/ 
DeepGraphGO 
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BLAST 的方法。同时，该方法在测试果蝇、小

鼠等其他物种时，也取得了较好的性能，可以看

出其鲁棒性较强。但该方法仍有改进的空间，例

如考虑 GO 术语层次关系的问题。 
SDN2GO[43]模型是一种利用卷积神经网络

来学习、提取和整合蛋白序列、蛋白质域和 PPI
网络等特征，并用于蛋白质功能预测的方法。具

体而言，从 GOA 数据库得到 13 882 个注释蛋白

的 13 704个人类蛋白质和 4 796个注释蛋白质的

6 623 个酵母蛋白，通过 STRING 获取的人类和

酵母的蛋白网络信息以及从 Interpro 获得的蛋白

质域信息作为训练数据，通过使用基于卷积神经

网络的子模型来提取蛋白质序列信息、PPI 网络

信息和蛋白质域的特征。随后，权重分类器接收

来自这 3 个子模型的输出向量，并通过训练，学

习和优化每个 GO 分类器接收到的特征的权重，

以实现对多标签分类的效果。最终在 CAFA 上

进行测试，结果表明 BP、MF 和 CC 上的 AUC
分别为 0.917、0.964、0.948，是 BLAST、DeepGO
和 NetGO 没有达到的[43]。该方法的显著优点是

整合了蛋白质域的通用特征，如类型、数量和位

置信息等。然而，该方法也存在一些缺陷，例如

蛋白质序列仅基于 3 元组进行编码，这可能会忽

略一些更长范围的序列相关特征。因此，在进一

步改进此方法时，可以考虑更全面的序列编码策

略来捕获更广泛的序列信息。 
DeepGraphGO[44]是一个基于图神经网络的

端到端的模型。该模型集成了蛋白质序列和蛋白

质网络信息，并采用多物种策略进行训练，以适

应不同的物种。它作为 NetGO[47]的一部分进行

集成，进一步提高了性能。该模型的结构包括输

入层、图卷积层和输出层。输入层接收蛋白质网

络图 G 或加权邻接矩阵 A 以及蛋白质的 N 个二

进制特征向量。图卷积层通过更新节点的表示向

量来捕捉图边的高级信息。节点的更新可以通过

加权平均邻居节点的信息或多层 GCN 网络进行

迭代更新的方式实现。输出层使用全连接层来预

测每个蛋白质的 GO 项得分，将节点的表示向量

映射到 GO 项的得分，表示该蛋白质可能具有这

些功能的概率。在最终的实验结果中发现，

DeepGraphGO 在 3 个方面都实现了最佳性能，尤

其在 BPO 和 CCO 方面。例如，DeepGraphGO 在

BPO 中实现了最高的 Fmax(0.327)，比 Net-KNN[47] 

(0.305)和 DeepGOPlus (0.290)分别提高了 7.2%和

12.8%[44]。这一结果表明，DeepGraphGO 通过图

神经网络有效整合了蛋白质序列和网络信息。总

体而言，DeepGraphGO 能够充分利用蛋白质网

络信息和蛋白质特征向量，通过图卷积层捕捉蛋

白质之间的高级关系，并通过输出层预测 GO 项，

即蛋白质功能。 

6  总结与展望 
近年来，随着计算能力的提升和生物数据的

快速扩展，利用生物信息学和深度学习算法解决

生物学问题在科学界引起了广泛兴趣。特别是在

蛋白质功能预测领域，生物信息学被认为是不可

或缺的工具。本文对利用生物信息学预测蛋白质

功能的方法进行了归纳整理，并分析了相关方法

的特点和局限性。 
尽管已经取得了一些进展，蛋白质功能预测

领域仍然面临着一些挑战和限制。首先，目前的

方法在功能预测和建模复杂蛋白质之间的关联

性方面仍有局限性。复杂蛋白质往往由多个结构

域组成，不同结构域之间的相互作用和功能关系

复杂多样，因此需要更加精确和准确的方法来解

析这种复杂性。其次，在处理多关系蛋白质相互

作用网络数据时也存在一定困难。现有方法往往

难以有效地处理和整合不同类型的关系，这限制

了对蛋白质功能的全面预测和理解。最后，针对

不同种类的生物数据，缺乏针对性的蛋白质功能
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预测工具。本研究团队主要关注病毒组中不同蛋

白质功能的预测，在最近进行的土壤病毒辅助代

谢相关蛋白质功能预测的研究中[48]，只能将鉴

定得到的未知功能蛋白质和相应代谢基因数据

库进行一一比对，以此预测蛋白质功能，过程费

时费力。因此，需要开发新的方法，更好地利用

不同数据源的信息来处理这些问题。 
为了进一步提高蛋白质功能预测的准确性

和可靠性，可以从以下 3 个方面进行改进。首先，

可以探索如何融合多种数据源的信息，包括蛋白

质序列、结构和相互作用等多个方面的数据。通

过综合分析这些信息，来提高预测模型的性能。

其次，研究人员可以深入研究和理解深度学习模

型在蛋白质功能预测中的决策过程，提高模型的

可解释性。这将有助于科学家们更好地理解预测

结果，并为进一步的实验设计和分子工程提供指

导。此外，可以通过改进现有算法、寻找针对性

的训练数据或者开发新的模型来提高预测性能

和准确性，包括引入更先进的机器学习算法、优

化特征选择和模型训练过程，以及增加更多高质

量的训练数据等。特别是针对病毒组数据中蛋白

质功能的预测，可以专门针对高质量的病毒蛋白

质功能数据，进行训练、改进算法并开发新的模

型。本团队正在尝试进行这部分工作。最后，可

以进一步通过蛋白结构解析对蛋白质功能进行

探索。虽然蛋白质结构的数量不足问题限制了通

过利用结构决定功能的特性建立数据驱动的蛋

白质功能预测模型，但是 AlphaFold2[49]预测的

结构给这种情况提供了一个解决问题的角度，

AlphaFold2 的核心部件 Evoformer 和 Structure 
Module，而它们的本质是注意力机制(attention 
mechanism)，其背后的逻辑是对于一个复杂的图

结构，找到最相关的结点进行精化，从而降低样

本复杂度。研究人员可以尝试引入注意力机制方

法，或者将注意力机制与卷积操作、循环操作结

合使用，通过实际的训练进一步完成功能预测。

在预测蛋白质结构的同时，获取更多关于蛋白质

功能的信息，也可以进一步推动蛋白质序列-结
构-功能关系的研究。 

总之，利用生物信息学进行蛋白质功能预测

的研究已经取得较多进展。未来科学家们可以通

过综合分析多种数据源、提高模型的可解释性，

并探索新的算法和模型，以取得更加准确和可靠

的蛋白质功能预测结果。 
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